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结合目标特定特征和目标相关性的

多目标回归
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（重庆邮电大学数据工程与可视计算重点实验室，重庆４０００６５）

　　摘　要：　多目标回归旨在使用一组共同的输入变量来预测多个连续变量，其现有方法可归类为问题转换法和算
法适应法．它的主要挑战在于如何对输入与输出空间的复杂关系进行建模，以及如何有效利用目标间的相关性．然而，
现有的问题转换法很少同时考虑到这两方面．基于此，本文构建了一种问题转换法同时应对这两大挑战，提出了一种
结合目标特定特征和目标相关性的多目标回归方法（ＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎｖｉａＳｐｅｃｉｆｉｃＦｅａｔｕｒｅｓａｎｄＩｎｔｅｒＴａｒｇｅｔＣｏｒｒｅ
ｌａｔｉｏｎｓ，ＴＳＦＴＣ）．ＴＳＦＴＣ通过对分箱后的样本进行聚类分析构建目标特定特征从而对输入与输出空间的复杂关系进
行建模，通过有选择性地堆叠单目标预测值揭示目标间的相关性．本文使用ＴＳＦＴＣ在１８个多目标回归数据集上与现
有多目标回归方法进行了对比实验，实验结果充分表明了ＴＳＦＴＣ的优势．
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１　引言
　　多目标回归（ＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎ，ＭＴＲ）是对传
统回归模型的扩展，它在同一输入空间中预测多个连

续的目标［１］．现有的ＭＴＲ方法可分为两大类［２］：（１）问
题转换法（ＰｒｏｂｌｅｍＴｒａｎｓｆｏｒｍａｔｉｏｎＭｅｔｈｏｄｓ，ＰＴＭ），将多
目标回归问题转换为各个单目标回归问题，每个问题

使用传统的回归模型求解；（２）算法适应法（Ａｌｇｏｒｉｔｈｍ

ＡｄａｐｔａｔｉｏｎＭｅｔｈｏｄｓ，ＡＡＭ），适应特定的单目标回归方法
（如决策树），直接处理多目标回归问题．本文主要是基
于ＰＴＭ解决ＭＴＲ问题．

目前ＭＴＲ问题主要有以下两大挑战：（１）如何对
输入与输出之间的复杂关系建模［３］；（２）如何有效利用
输出之间的相关性［４］．针对第一大挑战，可以为每个目
标构建特定特征，即让每个输出对应一套不同的输入；

针对第二大挑战，可以使用改进的单目标堆叠算法［１］
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（ＳｔａｃｋｅｄＳｉｎｇｌｅＴａｒｇｅｔ，ＳＳＴ）揭示目标间的相关性．
现有的ＰＴＭ方法很少同时考虑以上两大问题［５］．

基于此，本文构建了一种问题转换法同时应对这两大

挑战，提出了一种结合目标特定特征和目标相关性的

多目标回归方法（ＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎｖｉａＳｐｅｃｉｆｉｃ
ＦｅａｔｕｒｅｓａｎｄＩｎｔｅｒＴａｒｇｅｔＣｏｒｒｅｌａｔｉｏｎｓ，ＴＳＦＴＣ）．ＴＳＦＴＣ
对输入与输出之间复杂关系建模的方式是：首先对每

个单一目标进行分箱，再对每个箱中的样本进行聚类

分析得到代表性样本点，最后将原始样本与代表性样

本点的距离作为该单一目标的特定特征并扩展到原始

特征空间中．ＴＳＦＴＣ利用输出之间相关性的方式是：首
先对每个单一目标进行学习得到预测值，再将与当前

目标相关性大的预测值扩展到原始特征空间中．通过
扩展目标特定特征和目标相关预测值，能够同时解决

ＭＴＲ的两大主要挑战．

与现有的ＭＴＲ方法相比，本文提出的ＴＳＦＴＣ方法
具有以下优点：

（１）通过提取目标特定特征，ＴＳＦＴＣ可灵活对输入
与输出的复杂关系进行建模．

（２）通过扩展目标相关预测值，ＴＳＦＴＣ有效利用了
目标间的相关性．

（３）作为ＰＴＭ方法，ＴＳＦＴＣ同时解决了 ＭＴＲ的两
大主要挑战，提升了预测性能．

２　相关工作
　　目前ＭＴＲ的研究基本围绕其两大主要挑战进行，
可划分为 ＰＴＭ和 ＡＡＭ，即问题转换法和算法适应
法［２］．ＰＴＭ为每个目标构建模型，ＡＡＭ使用单个模型同
时预测所有目标．常见ＭＴＲ方法如表１所示．

表１　常见ＭＴＲ方法

类别 缩写 方法 来源刊物

ＰＴＭ

ＳＴ ＳｉｎｇｌｅＴａｒｇｅｔ［６］ ＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ（２０１２）

ＲＬＣ ＲａｎｄｏｍＬｉｎｅａｒＴａｒｇｅｔＣｏｍｂｉｎａｔｉｏｎｓ［７］ ＥＣＭＬＰＫＤＤ（２０１４）

ＳＳＴ ＳｔａｃｋｅｄＳｉｎｇｌｅｔａｒｇｅｔ［１］ ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ（２０１６）

ＥＲＣ ＥｎｓｅｍｂｌｅｏｆＲｅｇｒｅｓｓｏｒＣｈａｉｎｓ［１］ ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ（２０１６）

ＳＶＲＣＣ ＭＴＳＶＲｗｉｔｈＭａｘｃｏｒｒｅｌａｔｉｏｎＣｈａｉｎ［８］ ＩｎｆｏｒｍａｔｉｏｎＳｃｉｅｎｃｅｓ（２０１７）

ＭＴＲＴＳＦ ＭｕｌｔｉｔａｒｇｅｔＲｅｇｒｅｓｓｉｏｎｖｉａＴａｒｇｅｔＳｐｅｃｉｆｉｃＦｅａｔｕｒｅｓ［９］ ＫｎｏｗｌｅｄｇｅＢａｓｅｄＳｙｓｔｅｍｓ（２０１９）

ＡＡＭ

ＭＲＯＴＳ ＭｕｌｔｉｐｌｅＯｕｔｐｕｔＲｅｇｒｅｓｓｉｏｎ［１０］ ＮＩＰＳ（２０１２）

ＯＫＬ ＯｕｔｐｕｔＫｅｒｎｅｌＬｅａｒｎｉｎｇ［１１］ ＦｏｕｎｄａｔｉｏｎｓａｎｄＴｒｅｎｄｓｉｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ（２０１１）

ＭＳＬＲ ＭｕｌｔｉＴａｒｇｅｔＳｐａｒｓｅＬａｔｅｎｔｒＲｇｒｅｓｓｉｏ［１２］ ＩＥＥＥＴＮＮＬＳ（２０１８）

ＭＭＲ ＭｕｌｔｉＬａｙｅｒＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎ［１３］ ＩＥＥＥＴＰＡＭＩ（２０１８）

　　常见的 ＰＴＭ主要包括单目标方法［６］（ＳｉｎｇｌｅＴａｒ
ｇｅｔ，ＳＴ）、随机目标组合［７］（ＲａｎｄｏｍＬｉｎｅａｒＴａｒｇｅｔＣｏｍｂｉ
ｎａｔｉｏｎｓ，ＲＬＣ）、单目标堆栈［１］（ＳｔａｃｋｅｄＳｉｎｇｌｅＴａｒｇｅｔ，
ＳＳＴ）、组合回归链［１］（ＥｎｓｅｍｂｌｅｏｆＲｅｇｒｅｓｓｏｒＣｈａｉｎｓ，
ＥＲＣ）、具有最大相关链的多目标 ＳＶＲ［８］（ＭＴＳＶＲｗｉｔｈ
ＭａｘＣｏｒｒｅｌａｔｉｏｎＣｈａｉｎ，ＳＶＲＣＣ）以及基于目标特定特征
的多目标回归方法［９］（ＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎｖｉａＴａｒｇｅｔ
ＳｐｅｃｉｆｉｃＦｅａｔｕｒｅｓ，ＭＴＲＴＳＦ）等．ＳＴ直接对每个目标基
于原始输入构建回归模型［６］，没有解决 ＭＴＲ的两大挑
战；ＲＬＣ通过目标间的随机线性组合构造新的目标［７］，

利用了目标间相关性，复杂度较高；ＳＳＴ是对 ＳＴ的扩
展，包含两层结构，第一层使用原始输入空间构建回归

模型，第二层将第一层的目标预测值堆叠到原始输入

空间进行第二层的训练预测［１］，但堆叠的无关目标的

预测值会使模型性能急剧退化；ＥＲＣ通过构建多个回
归链模型后采用多数投票得到最终结果［１］，然而链的

选择会对模型性能产生一定影响并且复杂度较高；

ＳＶＲＣＣ通过创建最大相关链［８］利用目标间的相关性简

化了ＥＲＣ算法，但没能考虑到最大相关链的局部相关
性；ＭＴＲＴＳＦ［９］通过层次 ＫＭｅａｎｓ聚类结合 ｂｏｏｓｔｉｎｇ的
策略构造目标相似度矩阵，再基于相似度矩阵通过 Ｋ
Ｍｅｄｏｉｄｓ聚类得到目标特定特征，复杂度过高．

常见的ＡＡＭ主要包括多输出回归模型［１０］（Ｍｕｌｔｉ
ｐｌｅＯｕｔｐｕｔＲｅｇｒｅｓｓｉｏｎ，ＭＲＯＴＳ）、输出内核学习［１１］（Ｏｕｔ
ｐｕｔＫｅｒｎｅｌＬｅａｒｎｉｎｇ，ＯＫＬ）、多目标稀疏隐空间回归［１２］

（ＭｕｌｔｉＴａｒｇｅｔＳｐａｒｓｅＬａｔｅｎｔｒＲｇｒｅｓｓｉｏｎ，ＭＳＬＲ）以及多层
多目标回归［１３］（ＭｕｌｔｉＬａｙｅｒＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎ，
ＭＭＲ）等．ＭＲＯＴＳ利用了潜在模型参数的协方差矩阵
以及观测输出的条件协方差矩阵，专注于探索目标间

相关性［１０］，但对于非线性的输入输出关系没有提供理

论支撑．ＯＫＬ通过学习多个目标的输出内核来处理复
杂的输入输出关系［１１］，但不能完全挖掘出目标间的相

关性．ＭＭＲ与 ＭＳＬＲ都采用相似的方式即核技巧解决
复杂的输入输出关系，为了有效利用目标间的相关性，

３９０２
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ＭＳＬＲ通过稀疏学习［１２］，ＭＭＲ通过矩阵弹性网（Ｍａｔｒｉｘ
ＥｌａｓｔｉｃＮｅｔｓ，ＭＥＮ）编码［１３］．

一般认为，ＡＡＭ更容易建模和解释目标间的依赖
关系［５］，而通过提取目标特定特征［１４］的 ＰＴＭ更能灵活
地处理输入与输出间的复杂关系．本文提出的 ＴＳＦＴＣ
方法基于ＰＴＭ的思想，但同时解决了ＭＴＲ的两大主要
挑战．

３　结合目标特定特征和目标相关性的多目
标回归

３１　符号定义
在ＭＴＲ问题中，设Ｄ＝（Ｘ，Ｙ）为 ｎ个样本的训练

集，其中Ｘ∈ＲＲｎ×ｄ是由ｄ个特征向量（Ｘ１，…，Ｘｊ，…，Ｘｄ）
构成的输入空间，Ｙ∈ＲＲｎ×ｍ是由 ｍ个目标向量（Ｙ１，…，
Ｙｉ，…，Ｙｍ）构成的输出空间．（ｘ

（ｌ），ｙ（ｌ））表示一个样本，
包含ｄ维输入变量（ｘ（ｌ）１ ，…，ｘ

（ｌ）
ｊ ，…，ｘ

（ｌ）
ｄ ）和ｍ维输出变

量（ｙ（ｌ）１ ，…，ｙ
（ｌ）
ｉ ，…，ｙ

（ｌ）
ｍ ）．其中 ｉ∈｛１，…，ｍ｝，ｊ∈｛１，

…，ｄ｝，ｌ∈｛１，…，ｎ｝．ＭＴＲ任务就是学习一个映射函数
ｈ：Ｘ→Ｙ，使得对任意未知的输入向量 ｘ∈ＲＲ１×ｄ，可同时
预测出其所有的目标 ｙ^＝ｈ（ｘ）．
３２　ＴＳＦＴＣ算法描述
３２１　目标特定特征

为了解决ＭＴＲ问题的第一大挑战，即对输入与输
出的复杂关系进行建模，需要构建每个目标的特定特

征，本节提出了基于目标特定特征的多目标回归算法

（ＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎｖｉａＳｐｅｃｉｆｉｃＦｅａｔｕｒｅｓ，ＴＳＦ）．
ＴＳＦ通过对分箱后的样本进行聚类分析构建目标

特定特征．ＴＳＦ在构建目标特定特征时，受到了多标签
分类算法ＬＩＦＴ［１４］的启发．ＬＩＦＴ分正负样本分别聚类，
以原始特征与聚类中心点的距离作为标签特定特征．
而多目标回归的每个目标都是连续值，没有正负样本

之分，所以ＴＳＦ首先对每个目标进行分箱．
ＴＳＦ提出了一种同时考虑到目标与特征的基于 Ｋ

Ｍｅａｎｓ聚类的分箱方式．具体地，算法对训练集 Ｄ的特
征部分Ｘ进行列归一化操作得到珚Ｘ，标签部分 Ｙ不变，
进而得到归一化后的训练集珚Ｄ＝（珚Ｘ，Ｙ）．对每个目标以
珚Ｄｉ＝（珚Ｘ，Ｙｉ）作为输入进行 ＫＭｅａｎｓ聚类从而分箱．对
于每组目标与归一化后的特征，分别令聚类数Ｋ值为２
～２０，计算每个Ｋ值下的簇内误差平方和ＳＳＥ［１５］：

ＳＳＥ＝∑
Ｋ

ｑ＝１
∑
ｐ∈Ｃｑ

ｐ－ｍｑ
２

（１）

式中，Ｃｑ为第 ｑ个簇；ｐ为 Ｃｑ中的样本点；ｍｑ为 Ｃｑ的
质心即Ｃｑ中所有样本的均值．

ＳＳＥ表示所有样本的聚类误差，代表了聚类效果的
好坏．

由此得出了每个目标下２～２０不同Ｋ值的ＳＳＥ，根

据“手肘法”［１５］可确定每个目标的最佳聚类数 Ｂｉ，即分
箱个数，从而得到分箱后的数据集 Ｄｉ＝｛（Ｘ

１
（ｉ），Ｙ

１
ｉ），

…，（Ｘｂ（ｉ），Ｙ
ｂ
ｉ），…，（Ｘ

Ｂｉ
（ｉ），Ｙ

Ｂｉ
ｉ）｝，其中ｂ∈｛１，…，Ｂｉ｝，ｉ∈

｛１，…，ｍ｝，（Ｘｂ（ｉ），Ｙ
ｂ
ｉ）表示第ｉ个目标的第ｂ个箱．分箱

算法的伪代码如算法１所示．

算法１　分箱算法

输入：训练集Ｄ＝（Ｘ，Ｙ）
输出：每个目标分箱后的数据集 Ｄｉ＝｛（Ｘ

１
（ｉ），Ｙ

１
ｉ），…，（Ｘ

ｂ
（ｉ），Ｙ

ｂ
ｉ），…，

（ＸＢｉ（ｉ），Ｙ
Ｂｉ
ｉ）｝，ｉ∈｛１，…，ｍ｝

１：Ｄ的特征部分 Ｘ＝（Ｘ１，…，Ｘｊ，…，Ｘｄ）按列归一化为珚Ｘ＝（珚Ｘ１，…，
珚Ｘｊ，…，珚Ｘｄ），标签部分不变

２：令归一化的训练集为珚Ｄ＝（珚Ｘ，Ｙ）
３：ｆｏｒｉ←１ｔｏｍｄｏ
４：　ｆｏｒｋ←２ｔｏ２０ｄｏ
５：　　对第ｉ个目标对应的归一化数据集 珚Ｄｉ＝（珚Ｘ，Ｙｉ）进行 ＫＭｅａｎｓ

聚类，聚ｋ类
６：　　利用式（１）计算簇内误差平方和ＳＳＥ
７：　ｅｎｄｆｏｒ
８：　根据“手肘法”［１５］得到第ｉ个目标的最佳聚类数Ｂｉ
９：　归一化数据集珚Ｄｉ＝（珚Ｘ，Ｙｉ）进行Ｋ＝Ｂｉ的ＫＭｅａｎｓ聚类
１０：　得到第 ｉ个目标分箱后的归一化数据集 珚Ｄｉ＝｛（珚Ｘ

１
（ｉ），Ｙ

１
ｉ），…，

（珚Ｘｂ（ｉ），Ｙ
ｂ
ｉ），…，（珚Ｘ

Ｂｉ
（ｉ），Ｙ

Ｂｉ
ｉ）｝

１１：　　对应于第ｉ个目标分箱后的归一化前的数据集 Ｄｉ＝｛（Ｘ
１
（ｉ），

Ｙ１ｉ），…，（Ｘ
ｂ
（ｉ），Ｙ

ｂ
ｉ），…，（Ｘ

Ｂｉ
（ｉ），Ｙ

Ｂｉ
ｉ）｝

１２：ｅｎｄｆｏｒ

分箱完成后ＴＳＦ就可以使用类似多标签分类算法
ＬＩＦＴ［１４］的思想寻找每个目标的特定特征．具体地，对第
ｉ个目标Ｙｉ（１≤ｉ≤ｍ），分箱后的数据集为Ｄｉ＝｛（Ｘ

１
（ｉ），

Ｙ１ｉ），…，（Ｘ
ｂ
（ｉ），Ｙ

ｂ
ｉ），…，（Ｘ

Ｂｉ
（ｉ），Ｙ

Ｂｉ
ｉ）｝，对第 ｂ个箱的特征

部分Ｘｂ（ｉ）（１≤ｉ≤ｍ，１≤ｂ≤Ｂｉ）使用 ＫＭｅａｎｓ算法将其
划分为Ｋｉ个簇，其中心点表示为 Ｃ

ｂ
ｉ＝｛Ｃ

ｂ（１）
ｉ ，…，Ｃ

ｂ（ｋ）
ｉ ，

…，Ｃｂ（Ｋｉ）ｉ ｝，其中Ｃｂ（ｋ）ｉ ∈ＲＲ
１×ｄ，ｂ∈｛１，…，Ｂｉ｝，ｉ∈｛１，…，

ｍ｝，ｋ∈｛１，…，Ｋｉ｝．则对于第 ｉ个目标，总共可以构造
Ｂｉ×Ｋｉ个中心点Ｃｉ＝｛Ｃ

１
ｉ，…，Ｃ

ｂ
ｉ，…，Ｃ

Ｂｉ
ｉ｝．

簇中心Ｃｉ＝｛Ｃ
１
ｉ，…，Ｃ

ｂ
ｉ，…，Ｃ

Ｂｉ
ｉ｝表征了第ｉ个目标

输入空间每个箱中的底层结构，每个中心点都是最能

代表该目标的样本，可用作构造第ｉ个目标特定特征的
基础．具体地，ＴＳＦ创建从原始 ｄ维空间 χ到 Ｂｉ×Ｋｉ维
目标特定空间Ｚｉ映射ｉ：χ→Ｚｉ，如下所示：
ｉ（ｘ）＝［ｄ（ｘ，Ｃ

（１）
ｉ ），…，ｄ（ｘ，Ｃ

（ｉ′）
ｉ ），…，ｄ（ｘ，Ｃ

（ＢｉＫｉ）
ｉ ）］

（２）
式中，ｄ（·，·）为两个实例之间的欧氏距离；Ｃ（ｉ′）ｉ 为

第ｉ个目标的第 ｉ′个中心点，Ｃ（ｉ′）ｉ ∈ＲＲ
１×ｄ，其中 ｉ∈｛１，

…，ｍ｝，ｉ′∈｛１，…，ＢｉＫｉ｝．
由此，根据训练集 Ｄ的特征部分 Ｘ，可得到第 ｉ个

目标的特定特征ＳＦｉ＝ｉ（Ｘ），且ＳＦｉ∈ＲＲ
ｎ×ＢｉＫｉ．

４９０２
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在这里令第ｉ个目标的每个箱都聚为相同的 Ｋｉ个
簇，通过这种方式，从每个箱中获得的聚类信息被同等

重视．具体地，聚类数Ｋｉ设置为：
Ｋｉ＝ｒ×ｍｉｎ（Ｘ

１
（ｉ） ，…，Ｘ

ｂ
（ｉ） ，…，Ｘ

Ｂｉ
（ｉ） ） （３）

式中，Ｘｂ（ｉ） 为第ｉ个目标第 ｂ个箱的特征部分，其中 ｉ
∈｛１，…，ｍ｝，ｂ∈｛１，…，Ｂｉ｝；ｒ为控制目标特定特征数
目的比率参数，ｒ∈（０，１］．

寻找目标特定特征的伪代码如算法２所示．

算法２　寻找目标特定特征

输入：分箱数据集Ｄｉ＝｛（Ｘ
１
（ｉ），Ｙ

１
ｉ），…，（Ｘ

ｂ
（ｉ），Ｙ

ｂ
ｉ），…，（Ｘ

Ｂｉ
（ｉ），Ｙ

Ｂｉ
ｉ）｝，

ｉ∈｛１，…，ｍ｝；比率参数ｒ，ｒ∈（０，１］
输出：原始特征到目标特定特征的映射ｉ
１：　ｆｏｒｉ←１ｔｏｍｄｏ
２：　　利用式（３）计算聚类数 Ｋｉ＝ｒ×ｍｉｎ（ Ｘ

１
（ｉ） ，…， Ｘ

ｂ
（ｉ） ，…，

ＸＢｉ（ｉ） ）
３：　　ｆｏｒｂ←１ｔｏＢｉｄｏ
４：　　　对特征部分 Ｘｂ（ｉ）进行 ＫＭｅａｎｓ聚类，聚 Ｋｉ类，得 Ｋｉ个中心

点Ｃｂｉ＝｛Ｃ
ｂ（１）
ｉ ，…，Ｃ

ｂ（ｋ）
ｉ ，…，Ｃ

ｂ（Ｋｉ）
ｉ ｝

５：　　ｅｎｄｆｏｒ
６：　　得到Ｂｉ×Ｋｉ个中心点Ｃｉ＝｛Ｃ

１
ｉ，…，Ｃ

ｂ
ｉ，…，Ｃ

Ｂｉ
ｉ｝

７：　　利用式（２）得到原始特征到目标特定特征的映射ｉ
８：ｅｎｄｆｏｒ

接着，ＴＳＦ可根据原始特征 Ｘ与映射 ｉ得到训练
集每个目标的特定特征 ＳＦｉ＝ｉ（Ｘ）．ＴＳＦ旨在用原始
特征Ｘ与生成的每个目标的特定特征ＳＦｉ推导出ｍ个
回归模型｛ｈ１，…，ｈｉ，…，ｈｍ｝．

第 ｉ个目标的特定特征 ＳＦｉ是对原始输入空间
Ｘ的扩展．ＳＦｉ经过目标分箱（挖掘每个目标在特征
空间的不同分布）、分箱后的特征空间聚类（得到每

个目标的代表性样本点）、原始特征与簇中心点求

距离（特征组合）得到．类似推荐算法中经典的因子
分解机［１６］（ＦａｃｔｏｒｉｚａｔｉｏｎＭａｃｈｉｎｅｓ，ＦＭ），通过特征组
合提升了逻辑回归［１７］（ＬｏｇｉｓｔｉｃＲｅｇｒｅｓｓｉｏｎ，ＬＲ）的性
能，即：

ｙ^＝ｗ０＋∑
ｄ

ｊ＝１
ｗｊｘｊ＋∑

ｄ－１

ｊ＝１
∑
ｄ

ｊ′＝ｊ＋１
〈ｖｊ，ｖｊ′〉ｘｊｘｊ′ （４）

式中，ｗ０为ＬＲ的偏置项；ｗｊ为第 ｊ个特征的权重，ｊ∈
｛１，…，ｄ｝；ｘｊ为ｘ的第ｊ个特征，ｊ∈｛１，…，ｄ｝；ｖｊ为第 ｊ
个目标的隐向量，ｖｊ∈ＲＲ

１×ｋ；ｋ为算法的超参数；〈·，·〉
为向量内积．

式（４）为了书写方便省略了ｓｉｇｍｏｉｄ函数．ＦＭ算法
两个特征的隐向量作内积表示特征的组合，有效提升

了ＬＲ算法的性能．
ＴＳＦ算法的目标特定特征 ＳＦｉ一定程度上也是对

特征的组合，即：

ｙ^（ｌ）ｉ ＝ｗ０＋∑
ｄ

ｊ＝１
ｗｊｘ

（ｌ）
ｊ ＋∑

ＢｉＫｉ

ｉ′＝１
ｗｉ′ＳＦ

（ｌ）
ｉｉ′ （５）

式中，ｗｉ′为ＳＦｉ第 ｉ′个特征值的权重，ｉ∈｛１，…，ｍ｝，ｉ′
∈｛１，…，ＢｉＫｉ｝；ＳＦ

（ｌ）
ｉｉ′为 第 ｌ个样本的 ＳＦｉ的第 ｉ′个特

征值，ｌ∈｛１，…，ｎ｝．
而

ＳＦ（ｌ）ｉｉ′＝ （ｘ（ｌ）１ －ｃ
（ｉ′）
ｉ１ ）

２＋…＋（ｘ（ｌ）ｊ －ｃ
（ｉ′）
ｉｊ ）

２＋…＋（ｘ（ｌ）ｄ －ｃ
（ｉ′）
ｉｄ ）槡

２，

则式（５）可化为：

ｙ^（ｌ）ｉ ＝ｗ０＋∑
ｄ

ｊ＝１
ｗｊｘ

（ｌ）
ｊ ＋∑

ＢｉＫｉ

ｉ′＝１

·ｗｉ′ （ｘ
（ｌ）
１ －ｃ

（ｉ′）
ｉ１）

２＋…＋（ｘ（ｌ）ｊ －ｃ
（ｉ′）
ｉｊ）

２＋…＋（ｘ（ｌ）ｄ －ｃ
（ｉ′）
ｉｄ）槡

２

（６）
式中，ｃ（ｉ′）ｉｊ 为第 ｉ个目标的第 ｉ′个中心点的第 ｊ个值，
ｊ∈｛１，…，ｄ｝．

式（６）的第三项表示了特征间的组合，可有效提升
单个目标的预测性能．而每个目标的特定特征ＳＦｉ是与
该目标对应的中心点求距离而得，代表了该目标对应

的特征组合．因此为每个目标提取特定特征并扩展原
始输入空间能有效提高多目标回归问题的预测效果．

具体地，对第 ｉ个目标，通过极端梯度提升树［１８］

（ＥｘｔｒｅｍｅＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）模型学习一个映
射函数ｈｉ：Ｘ＋ＳＦｉ→Ｙｉ．基于 ｈｉ和 ｉ，对任意一个测试
样本ｘ（ｑ），算出其目标特定特征 ＳＦ（ｑ）ｉ ＝ｉ（ｘ

（ｑ））后，即

可求得 ｘ（ｑ）第 ｉ个目标的预测值为 ｙ^（ｑ）ｉ ＝ｈｉ（ｘ
（ｑ）＋

ＳＦ（ｑ）ｉ ）．
ＴＳＦ的伪代码如算法３所示．

算法３　ＴＳＦ

输入：训练集Ｄ＝（Ｘ，Ｙ）；原始特征到目标特定特征的映射ｉ，ｉ∈｛１，
…，ｍ｝；测试样本ｘ（ｑ）

输出：测试样本ｘ（ｑ）的预测值 ｙ^（ｑ）＝（^ｙ（ｑ）１ ，…，^ｙ
（ｑ）
ｉ ，…，^ｙ

（ｑ）
ｍ ）

１：ｆｏｒｉ←１ｔｏｍｄｏ
２：　计算得到训练集的目标特定特征为ＳＦｉ＝ｉ（Ｘ）
３：　学习一个映射函数ｈｉ：Ｘ＋ＳＦｉ→Ｙｉ
４：ｅｎｄｆｏｒ
５：ｆｏｒｉ←１ｔｏｍｄｏ
６：　计算得到测试样本的目标特定特征为ＳＦ（ｑ）ｉ ＝ｉ（ｘ

（ｑ））

７：　根据 ｈｉ得到测试样本第 ｉ个目标的预测值为 ｙ^
（ｑ）
ｉ ＝ｈｉ（ｘ

（ｑ）＋
ＳＦ（ｑ）ｉ ）

８：ｅｎｄｆｏｒ
９：得到测试样本ｘ（ｑ）的预测值 ｙ^（ｑ）＝（^ｙ（ｑ）１ ，…，^ｙ

（ｑ）
ｉ ，…，^ｙ

（ｑ）
ｍ ）

综上，ＴＳＦ的训练与测试框架如图１所示．
３２２　目标相关性

ＴＳＦ通过分箱与聚类分析能够有效挖掘出每个目
标的特定特征，可灵活对输入与输出空间的复杂关系

进行建模．然而，ＴＳＦ忽略了目标间的相关性．由此，本

５９０２
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节进一步提出一种结合目标特定特征和目标相关性的

多目标回归方法（ＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎｖｉａＳｐｅｃｉｆｉｃ
ＦｅａｔｕｒｅｓａｎｄＩｎｔｅｒＴａｒｇｅｔＣｏｒｒｅｌａｔｉｏｎｓ，ＴＳＦＴＣ）．

在考虑目标相关性的多目标回归算法中，ＳＳＴ［１］是
比较经典的一种，通过堆叠目标预测值从而考虑了目

标间的相关性．ＴＳＦＴＣ受到了ＳＳＴ算法的启发，包含了
两层训练预测．

ＴＳＦＴＣ首先计算了目标间的皮尔逊相关系数［１９］．
对于第ｉ个目标，易得到与目标 Ｙｉ相关性的绝对值大
于阈值ｔ的目标索引集合：

Ｙｃｏｒｒｉ ＝｛ｉ′｜Ｐ（Ｙｉ，Ｙｉ′） ＞ｔ，
１≤ｉ≤ｍ－１，ｉ＋１≤ｉ′≤ｍ，０≤ｔ＜１｝

（７）

式中，Ｙｉ为第ｉ个目标向量，其中 ｉ∈｛１，…，ｍ－１｝；Ｙｉ′
为除了第ｉ个目标外的其余某个目标向量，其中 ｉ′∈｛ｉ
＋１，…，ｍ｝；· 为绝对值；ｔ为阈值，ｔ∈［０，１）．
ＴＳＦＴＣ的第一层训练预测就是 ＴＳＦ算法．通过分

箱与聚类分析分别得到训练集的预测值 Ｙ^＝（^Ｙ１，…，
Ｙ^ｉ，…，^Ｙｍ）和测试样本的预测值 ｙ^

（ｑ）＝（^ｙ（ｑ）１ ，…，^ｙ
（ｑ）
ｉ ，

…，^ｙ（ｑ）ｍ ）．如果是ＴＳＦ，直接输出 ｙ^
（ｑ）作为最终结果．ＴＳＦ

ＴＣ则包含了一层额外的训练预测．
ＴＳＦＴＣ的第二层训练预测，对于第 ｉ个目标，训练

集堆叠目标索引集合Ｙｃｏｒｒｉ 的训练集预测值 Ｙ^
ｃｏｒｒ
ｉ ，测试样

本堆叠目标索引集合 Ｙｃｏｒｒｉ 的测试样本预测值 ｙ^
ｃｏｒｒ（ｑ）
ｉ ，

其中：

Ｙ^ｃｏｒｒｉ ＝｛^Ｙｉ′｜ｉ′∈Ｙ
ｃｏｒｒ
ｉ ｝，^ｙ

ｃｏｒｒ（ｑ）
ｉ ＝｛^ｙ（ｑ）ｉ′ ｜ｉ′∈Ｙ

ｃｏｒｒ
ｉ ｝ （８）

式中，Ｙｃｏｒｒｉ 为与第ｉ个目标的相关性大于阈值 ｔ的目标
索引集合；^Ｙｉ′为训练集第 ｉ′个目标的预测值；^ｙ

（ｑ）
ｉ 为测

试样本第ｉ′个目标的预测值．

ＴＳＦＴＣ旨在根据训练集的原始特征 Ｘ、目标特定
特征ＳＦｉ和第一层相关目标预测值 Ｙ^

ｃｏｒｒ
ｉ 推导出ｍ个回

归模型｛ｈ′１，…，ｈ′ｉ，…，ｈ′ｍ｝．具体地，对第 ｉ个目标，通过
ＸＧＢｏｏｓｔ模型学习一个映射函数 ｈ′ｉ：Ｘ＋ＳＦｉ＋Ｙ^

ｃｏｒｒ
ｉ →Ｙｉ．

对于任意一个测试样本ｘ（ｑ），根据其原始特征ｘ（ｑ）、目标
特定特征 ＳＦ（ｑ）ｉ 和第一层相关目标预测值 ｙ^

ｃｏｒｒ（ｑ）
ｉ ，可求

得第ｉ个目标的预测值为ｙ^
∧
（ｑ）
ｉ ＝ｈ′ｉ（ｘ

（ｑ）＋ＳＦ（ｑ）ｉ ＋^ｙ
ｃｏｒｒ（ｑ）
ｉ ）．

ＴＳＦＴＣ的伪代码如算法４所示．

算法４　ＴＳＦＴＣ

输入：训练集Ｄ；原始特征到目标特定特征映射 ｉ，ｉ∈｛１，…，ｍ｝；阈
值ｔ，ｔ∈［０，１）；测试样本ｘ（ｑ）

输出：测试样本ｘ（ｑ）的预测值 ｙ^′（ｑ）＝（^ｙ′（ｑ）１ ，…，^ｙ′
（ｑ）
ｉ ，…，^ｙ′

（ｑ）
ｍ ）

１：ｆｏｒｉ←１ｔｏｍ－１ｄｏ
２：　ｆｏｒｉ′←ｉ＋１ｔｏｍｄｏ
３：　　计算目标Ｙｉ与目标Ｙｉ′的皮尔逊相关系数Ｐ（Ｙｉ，Ｙｉ′）
４：　ｅｎｄｆｏｒ
５：ｅｎｄｆｏｒ
６：ｆｏｒｉ←１ｔｏｍｄｏ
７：　利用式（７）得到与目标Ｙｉ相关性的绝对值大于阈值 ｔ的目标索

引集合Ｙｃｏｒｒｉ
８：　计算得到训练集的目标特定特征为ＳＦｉ＝ｉ（Ｘ）
９：　学习一个映射函数ｈｉ：Ｘ＋ＳＦｉ→Ｙｉ
１０：　根据ｈｉ得到训练集第ｉ个目标的预测值 Ｙ^ｉ＝ｈｉ（Ｘ＋ＳＦｉ）
１１：ｅｎｄｆｏｒ
１２：ｆｏｒｉ←１ｔｏｍｄｏ
１３：　计算得到测试样本的目标特定特征为ＳＦ（ｑ）ｉ ＝ｉ（ｘ

（ｑ））

１４：　根据ｈｉ得到测试样本第 ｉ个目标的预测值为 ｙ^
（ｑ）
ｉ ＝ｈｉ（ｘ

（ｑ）＋
ＳＦ（ｑ）ｉ ）

１５：ｅｎｄｆｏｒ

６９０２
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１６：ｆｏｒｉ←１ｔｏｍｄｏ
１７：　利用式（８）得到与第ｉ个目标的相关性大于阈值 ｔ的训练集目

标集合的预测值 Ｙ^ｃｏｒｒｉ
１８：　学习一个映射函数ｈ′ｉ：Ｘ＋ＳＦｉ＋Ｙ^

ｃｏｒｒ
ｉ →Ｙｉ

１９：ｅｎｄｆｏｒ
２０：ｆｏｒｉ←１ｔｏｍｄｏ
２１：　利用式（８）得到与第ｉ个目标的相关性大于阈值 ｔ的测试样本

目标集合的预测值 ｙ^ｃｏｒｒ（ｑ）ｉ

２２：　根据 ｈ′ｉ得到测试样本第 ｉ个目标的预测值为 ｙ^
∧
（ｑ）
ｉ ＝ｈ′ｉ（ｘ

（ｑ）＋
ＳＦ（ｑ）ｉ ＋^ｙ

ｃｏｒｒ（ｑ）
ｉ ）

２３：ｅｎｄｆｏｒ

综上，ＴＳＦＴＣ的训练与测试框架如图２所示．

４　实验结果与分析
　　本节在１８个数据集上使用ＴＳＦＴＣ算法、ＴＳＦ算法
和７个多目标回归算法进行了性能比较并引入假设检
验中的Ｆｒｉｅｄｍａｎ检验［２０］和Ｎｅｍｅｎｙｉ后续检验［２０］．
４１　数据集与对比方法

本节使用了１８个公开的多目标回归数据集进行
实验，其详细信息如表２所示，其中包含样本数、特征
数和目标数．所有数据集均来自于Ｍｕｌａｎ①．

本节选用２０１１年 ～２０１８年发表的７个多目标回
归算法进行对比实验，对比算法的详细信息如表 ３
所示．
４２　评估指标

多目标回归通常使用平均相对均方根误差 ａＲ
ＲＭＳＥ［１３］进行度量，其中相对均方根误差 ＲＲＭＳＥ的定

义如下：

ＲＲＭＳＥ（ｈ，Ｄｔｅｓｔ）＝
∑

（ｘ（ｑ），ｙ（ｑ））∈Ｄｔｅｓｔ

（ｙ（ｑ）ｉ －ｙ^
（ｑ）
ｉ ）

２

∑
（ｘ（ｑ），ｙ（ｑ））∈Ｄｔｅｓｔ

（ｙ（ｑ）ｉ －珋ｙｉ）
槡

２
（９）

式中，ｈ为多目标回归模型；Ｄｔｅｓｔ为测试集；（ｘ
（ｑ），ｙ（ｑ））

为测试样本，ｘ（ｑ）表示输入向量，ｙ（ｑ）表示目标向量；ｙ（ｑ）ｉ
为测试样本第 ｉ个目标的真实值；^ｙ（ｑ）ｉ 为测试样本第 ｉ
个目标的预测值；珋ｙｉ为训练集Ｄ的第ｉ个目标的均值．

ＲＲＭＳＥ（ｈ，Ｄｔｅｓｔ）的值越小，代表模型ｈ的性能越好．
这里采用 ｋ折交叉验证算出数据集每一折的

ＲＲＭＳＥ，最终可求得ｋ个 ＲＲＭＳＥ值，ａＲＲＭＳＥ则是这 ｋ
个ＲＲＭＳＥ的均值：

７９０２

① ｈｔｔｐ：／／ｍｕｌａｎ．ｓｏｕｒｃｅｆｏｒｇｅ．ｎｅｔ／ｄａｔａｓｅｔｓｍｌｃ．ｈｔｍｌ
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表２　多目标回归数据集信息表

数据集 样本数 特征数 目标数 数据集 样本数 特征数 目标数

ａｎｄｒｏ ４９ ３０ ６ ｒｆ１ ９１２５ ６４ ８

ａｔｐ１ｄ ３３７ ４１１ ６ ｒｆ２ ９１２５ ５７６ ８

ａｔｐ７ｄ ２９６ ４１１ ６ ｓｃｍ１ｄ ９８０３ ２８０ １６

ｅｄｍ １５４ １６ ２ ｓｃｍ２０ｄ ８９６６ ６１ １６

ｅｎｂ ７６８ ８ ２ ｓｃｐｆ １１３７ ２３ ３

ｊｕｒａ ３５９ １５ ３ ｓｆ１ ３２３ １０ ３

ｏｅｓ１０ ４０３ ２９８ １６ ｓｆ２ １０６６ １０ ３

ｏｅｓ９７ ３３４ ２６３ １６ ｓｌｕｍｐ １０３ ７ ３

ｏｓａｌｅｓ ６３９ ４１３ １２ ｗｑ １０６０ １６ １４

表３　实验对比方法信息表

缩写 方法 来源刊物

ＯＫＬ ＯｕｔｐｕｔＫｅｒｎｅｌＬｅａｒｎｉｎｇ［１１］ ＦｏｕｎｄａｔｉｏｎｓａｎｄＴｒｅｎｄｓｉｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ（２０１１）

ＭＲＯＴＳ ＭｕｌｔｉｐｌｅＯｕｔｐｕｔＲｅｇｒｅｓｓｉｏｎ［１０］ ＮＩＰＳ（２０１２）

ＲＬＣ ＲａｎｄｏｍＬｉｎｅａｒＴａｒｇｅｔＣｏｍｂｉｎａｔｉｏｎｓ［７］ ＥＣＭＬＰＫＤＤ（２０１４）

ＳＳＴ ＳｔａｃｋｅｄＳｉｎｇｌｅｔａｒｇｅｔ［１］ ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ（２０１６）

ＥＲＣ ＥｎｓｅｍｂｌｅｏｆＲｅｇｒｅｓｓｏｒＣｈａｉｎｓ［１］ ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ（２０１６）

ＳＶＲＣＣ ＭＴＳＶＲｗｉｔｈＭａｘｃｏｒｒｅｌａｔｉｏｎＣｈａｉｎ［８］ ＩｎｆｏｒｍａｔｉｏｎＳｃｉｅｎｃｅｓ（２０１７）

ＭＭＲ ＭｕｌｔｉＬａｙｅｒＭｕｌｔｉＴａｒｇｅｔＲｅｇｒｅｓｓｉｏｎ［１３］ ＩＥＥＥＴＰＡＭＩ（２０１８）

ａＲＲＭＳＥ（ｈ，Ｄ）＝１ｋ∑
ｋ

ｉ＝１
ＲＲＭＳＥ（ｈｉ，Ｄｉ） （１０）

式中，Ｄ为训练集；Ｄｉ为训练集Ｄ进行ｋ折交叉后的第
ｉ折数据，作为当前交叉验证的测试集；ｈｉ为利用剩余的
ｋ－１折数据作为训练集得到的模型．

与ＲＲＭＳＥ（ｈ，Ｄｔｅｓｔ）相同，ａＲＲＭＳＥ（ｈ，Ｄ）的值越
小，代表模型ｈ的性能越好．

为了和其他算法进行公平的比较，与其他算法的

实验设置相同，数据集 ｒｆ１和 ｒｆ２进行 ５折交叉验证，
ｓｃｍ１ｄ和 ｓｃｍ２０ｄ进行２折交叉验证，其余数据集利用
１０折交叉验证［１，７，８，１０，１１，１３］．
４３　参数设置

本文的ＴＳＦＴＣ算法的参数设置如下：
ＴＳＦＴＣ算法包含两个超参数：
（１）比率参数ｒ∈（０，１］，用于控制目标特定特征的

数目．根据式（３），ｒ越大，则每个目标的每个箱聚类数
Ｋｉ就越大，则得到的中心点就越多，目标特定特征的维
度就越大．参照ＬＩＦＴ［１４］算法，ＴＳＦＴＣ的ｒ设置为０１．

（２）阈值ｔ∈［０，１），用于衡量考虑目标相关性的程
度．根据式（７），ｔ越大，则第二层模型堆叠的目标预测
值就越少，与当前目标相关性越大．为了避免相关性小
的目标预测值降低模型的性能，阈值ｔ设置为０９．

此外，ＸＧＢｏｏｓｔ［１８］作为ＴＳＦＴＣ单一目标的学习器，

针对不同规模的数据集，主要设置了以下参数：

（１）树的棵数：｛１００，３００，５００，１０００｝
（２）学习率：｛００１，００３，００６｝
（３）树的最大层数：｛３，５，１０，１５｝
而对比算法ＯＫＬ、ＭＲＯＴＳ、ＲＬＣ、ＳＳＴ、ＥＲＣ、ＳＶＲＣＣ和

ＭＭＲ的参数与其论文中设置的参数相同［１，７，８，１０，１１，１３］．
４４　假设检验

Ｆｒｉｅｄｍａｎ检验［２０］可在多组数据集上进行多个算法

性能的比较．Ｆｒｉｅｄｍａｎ检验可提出假设 Ｈ０：所有算法的
性能相同．当求得的概率ｐ小于显著性水平α时可拒绝
该假设，说明算法间存在显著性差异．

原假设 Ｈ０被拒绝，则需要进行后续 Ｎｅｍｅｎｙｉ检
验［２０］进一步分析算法两两间的相对性能差异．首先算
出临界差异［２０］（Ｃｒｉｔｉｃａｌｄｉｆｆｅｒｅｎｃｅ，ＣＤ）：

ＣＤ＝ｑα
ｋ（ｋ＋１）
６槡 Ｎ （１１）

式中，ｋ为比较算法的数量；Ｎ为数据集的数量；ｑα为
Ｆｒｉｅｄｍａｎ检验的临界值表中（ｋ－１，（ｋ－１）（Ｎ－１））位
置的值．

ＣＤ值是指两种算法被认为显著不同时所需的平
均排名的最小差值，若两个算法的平均排名差值大于

ＣＤ，则相应的置信度１－α拒绝“两个算法性能相同”
的假设．一般 α＝００５．Ｎｅｍｅｎｙｉ检验可用图形进行展

８９０２
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示，按照算法的平均排名在数轴上进行标注，若两个算

法平均排名的差异小于ＣＤ值，则进行连线．
４５　验证ＴＳＦＴＣ和ＴＳＦ算法的预测性能

表４展示了 ＴＳＦＴＣ算法、ＴＳＦ算法与对比算法

ＯＫＬ、ＭＲＯＴＳ、ＲＬＣ、ＳＳＴ、ＥＲＣ、ＳＶＲＣＣ和 ＭＭＲ的 ａＲ
ＲＭＳＥ，其中最佳结果用粗体表示，ＡｖｅＲａｎｋ表示算法的
平均排名．

表４　ＴＳＦＴＣ、ＴＳＦ算法与７个对比算法在不同数据集上的ａＲＲＭＳＥ

　　　　　算法
数据集　　　　

ＯＫＬ ＭＲＯＴＳ ＲＬＣ ＳＳＴ ＥＲＣ ＳＶＲＣＣ ＭＭＲ ＴＳＦ ＴＳＦＴＣ

ａｎｄｒｏ ０５５３ ０６３５ ０５７０ ０５７９ ０５６７ ０４４６ ０５２７ ０３６１ ０３３９

ａｔｐ１ｄ ０３６４ ０４０４ ０３８４ ０３７２ ０３７２ ０３７８ ０３３２ ０３５６ ０３４７

ａｔｐ７ｄ ０４７５ ０５４９ ０４６１ ０５０７ ０５１２ ０５３４ ０４４３ ０４１１ ０４１０

ｅｄｍ ０７４１ ０８１２ ０７３５ ０７４０ ０７４１ ０６９８ ０７１６ ０６８５ ０６６２

ｅｎｂ ０１３８ ０２５７ ０１２０ ０１２１ ０１１４ ００９０ ０１１１ ００８６ ００８６

ｊｕｒａ ０５９９ ０６２５ ０５９６ ０５９１ ０５９０ ０５８９ ０５８２ ０５８２ ０５７６

ｏｅｓ１０ ０４３２ ０５５８ ０４１９ ０４２１ ０４２０ ０３５４ ０４０３ ０３４６ ０３４５

ｏｅｓ９７ ０５３５ ０６０５ ０５２３ ０５２４ ０５２４ ０４６４ ０４９７ ０４４２ ０４４１

ｏｓａｌｅｓ ０７１８ ０８００ ０７４１ ０７２６ ０７１３ ０７８１ ０７０９ ０６９３ ０６８８

ｒｆ１ ０１１２ ０１５４ ０１２１ ００９４ ００９１ ００９１ ００８５ ００８６ ００８５

ｒｆ２ ０１１８ ０１９８ ０１３０ ００９７ ００９５ ００９５ ００８６ ００９１ ００９１

ｓｃｍ１ｄ ０３４２ ０４４９ ０３４５ ０３３６ ０３３０ ０３２８ ０３２４ ０３２３ ０３１５

ｓｃｍ２０ｄ ０４４３ ０４５６ ０４４３ ０４１３ ０３９４ ０３９８ ０３８６ ０３８５ ０３８１

ｓｃｐｆ ０８２０ ０９０１ ０８３５ ０８３１ ０８３０ ０８０１ ０８１２ ０７８８ ０７８６

ｓｆ１ １０５９ １１５５ １１６３ １０６８ １０８９ ０９３２ ０９５８ ０９２１ ０９１６

ｓｆ２ １００４ １２０１ １２２８ １０５５ １０８８ １０３０ ０９８４ ０９７９ ０９６１

ｓｌｕｍｐ ０６９９ ０７７８ ０６９０ ０６９５ ０６８９ ０５５６ ０５８７ ０５５０ ０５５０

ｗｑ ０８９１ ０９１３ ０９０２ ０９０９ ０９０６ ０９０５ ０８８９ ０９０５ ０９０４

ＡｖｅＲａｎｋ ６１１１ ８８８９ ６６６７ ６３８９ ５６６７ ３８８９ ３３３３ ２２２２ １２７８

　　从表４中可以看到，ＴＳＦＴＣ的平均排名为１２７８，
ＴＳＦ的平均排名为２２２２，优于对比算法．对表４中展示
的预测性能使用 Ｆｒｉｅｄｍａｎ检验，验证算法间在统计上
的显著性差异，提出原假设Ｈ０：这９个多目标回归算法
是等价的，没有显著性差异．表５展示了 Ｆｒｉｅｄｍａｎ检验
的统计信息，其中数据集个数 Ｎ＝１８，对比算法个数 ｋ
＝９，显著性水平为α＝００５．

表５　Ｆｒｉｅｄｍａｎ检验结果表

Ｆｒｉｅｄｍａｎ检验

Ｆｒｉｅｄｍａｎ统计量 １１０９１０

ｐｖａｌｕｅ（α＝００５） ２４７５ｅ－２０

接受或拒绝 拒绝

　　参照表５的结果，由于概率 ｐ远小于显著性水平，
因此拒绝原假设 Ｈ０，在统计上说明了算法间在预测性
能上存在显著性差异．原假设 Ｈ０被拒绝，则进行后续
Ｎｅｍｅｎｙｉ检验进一步分析算法两两间的相对性能差异．

由ｋ＝９、Ｎ＝１８，查 Ｆｒｉｅｄｍａｎ检验在 α＝００５时的临界
值表得到 ｑα＝２００７，根据式（１１）得到 ＣＤ＝１８３２，因
此若两两算法的平均排名差值大于１８３２则表明这两
个算法存在显著性差异．

图３展示了ＣＤ值以及算法的平均排名，由图中可
以看出，ＴＳＦＴＣ性能最优，与排名第二的ＴＳＦ的差异不
大，但与排名第三的 ＭＭＲ有显著性差异；而 ＴＳＦ与排
名第三的ＭＭＲ差异不大．由此说明，只考虑目标特征
是不够的（ＴＳＦ），只有结合目标特定特征和目标相关性

９９０２
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（ＴＳＦＴＣ）才能有效提高算法性能．

５　总结
　　本文提出了一种结合目标特定特征和目标相关性
的多目标回归方法 ＴＳＦＴＣ．ＴＳＦ基于 ＫＭｅａｎｓ聚类分
箱，再对分箱后的样本进行聚类分析构建目标特定特

征；ＴＳＦＴＣ在 ＴＳＦ的基础上，通过两层训练预测，堆叠
与当前目标相关性大的目标预测值从而加入对目标相

关性的考虑．实验证明算法有效地提高了预测性能．
ＴＳＦＴＣ是分步考虑目标特定特征和目标相关性，在未
来，将研究如何同时考虑目标特定特征和目标间相关

性，从而进一步提升多目标回归的预测性能．
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